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　　摘　要：　图像序列光流计算是图像处理与计算机视觉等领域的重要研究方向．随着深度学习技术的快速发展，
以卷积神经网络为代表的深度学习理论与方法成为光流计算技术研究的热点．本文主要对深度学习光流计算技术研
究进行综述，首先介绍了有监督学习、无监督学习和半监督学习的光流计算网络模型与训练策略，然后重点阐述并分

析了不同网络模型优化方法．针对光流计算模型的评估问题，分别介绍了Ｍｉｄｄｌｅｂｕｒｙ、ＭＰＩＳｉｎｔｅｌ和 ＫＩＴＴＩ等数据库及
评价基准，并对不同类型深度学习和传统变分光流模型进行对比与分析．最后，总结了深度学习光流计算技术在模型
复杂度与泛化性、光流估计鲁棒性、小样本训练准确性等方面的关键技术问题，并指出了可能的解决方案与研究思路．
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１　引言

　　１９８１年，Ｈｏｒｎ和 Ｓｃｈｕｎｃｋ［１］首次提出光流基本守
恒假设和计算模型后，光流计算及相关技术研究受到

广泛关注．根据计算手段的不同，早期的光流计算方法
可大致分为以下四类［２］：基于变分模型的方法［３］；基于

局部匹配的方法［４］；基于能量的方法［５］以及基于相位

的方法［６］．
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相对于其他传统光流计算方法，变分方法在模型

可延伸性和光流稠密性等方面具有显著优势，因此，变

分方法长期占据图像序列光流计算技术研究的主导地

位．虽然变分方法在光流计算的精度和鲁棒性等方面
取得了巨大提升［７～９］．但是，该类方法针对大位移、非刚
性运动、运动遮挡等困难场景的光流估计效果仍有待

提高．同时，由于变分方法在优化过程中需要大量迭代
运算，导致其时间消耗过大，限制了变分光流计算技术

在实时视觉任务中的应用．
近年来，随着深度学习理论与技术的快速发展，卷

积神经网络被广泛应用于光流计算技术研究，由于该

类方法具有计算速度快、稳定性高等显著优点，因此成

为光流计算研究领域的热点［１０～１３］，研究成果被广泛应

用于无人机实时导航与避障［１４］、车辆前景检测与辅助

驾驶［１５］、运动目标跟踪与识别［１６］以及视频压缩与传

输［１７］等对计算实时性要求较高的领域．
如图１所示，深度学习光流计算方法可分为有监督

学习光流估计方法、无监督学习光流估计方法以及半

监督学习光流估计方法．有监督学习光流计算模型首
先利用卷积神经网络在多尺度卷积空间提取图像特

征，然后根据图像特征建立相邻图像像素点的对应关

系，最后根据像素对应关系计算稠密光流场．虽然有监
督学习模型能够获取较高精度的光流估计结果，但该

类方法需要大量标签数据训练模型且模型训练过程复

杂，导致学习时间消耗过大，难以应用于不包含真实光

流数据的现实场景．无监督学习光流计算模型使用辅
助光流代替真实光流或利用不依赖于真实光流的损失

函数进行网络参数训练，能够克服标签数据对模型的

限制．但是由于模型训练并不准确，导致光流估计精度
较低．半监督学习光流计算模型在综合有监督与无监
督学习方法的基础上，联合标签数据和真实数据进行

模型训练，能够有效克服网络模型训练对标签数据的

依赖性．然而由于模型与训练数据的局限性，导致光流
估计精度仍低于有监督学习方法．

　　本文首先对不同学习策略的深度学习光流计算技
术进行介绍，重点分析了不同光流计算网络模型及训

练策略的进展与代表工作；然后详细论述了深度学习

光流计算技术中的网络模型优化方法；分别介绍了通

用的光流测试数据库及评价基准，并对深度学习和变

分光流模型进行对比与分析；最后，对深度学习光流计

算技术现存的关键技术问题及后续研究方向进行详细

分析．

２　卷积神经网络光流模型与训练策略
　　相对于变分光流方法，卷积神经网络光流模型不
依赖于图像数据守恒假设，因此对复杂场景图像序列

具有更好的适用性和延展性．此外，虽然网络模型的训
练过程需要较长时间，但是当模型参数训练完成后便

可对输入图像序列进行光流实时预测，计算效率相比

变分方法具有显著优势．

２１　有监督学习光流网络模型与训练策略
２．１．１　有监督学习光流网络模型

Ｄｏｓｏｖｉｔｓｋｉｙ［１８］等人首先使用卷积神经网络搭建了
基于有监督学习的光流估计模型 ＦｌｏｗＮｅｔ，该工作首次
证明了利用通用ＵＮｅｔＣＮＮ［１９］架构直接估计图像序列
光流的可行性．

针对 ＦｌｏｗＮｅｔ模型光流估计精度较低的问题，
Ｉｌｇ［２０］等人提出的 ＦｌｏｗＮｅｔ２０模型首先通过堆叠 Ｆｌｏｗ
Ｎｅｔ模型加大网络的深度，然后针对性估计小位移运动
光流，最后将堆叠网络与小位移光流融合获得光流预

测结果．虽然 ＦｌｏｗＮｅｔ２０模型的光流估计精度超越了
传统的变分光流方法，但是由于 ＦｌｏｗＮｅｔ２０模型是由
ＦｌｏｗＮｅｔ网络堆叠而来，因此面临结构复杂和网络训练
难度剧增等问题．Ｒａｎｊａｎ和Ｂｌａｃｋ［２１］将经典的空间金字
塔模型与卷积神经网络相结合，提出ＳｐｙＮｅｔ网络模型，
显著减小了模型的尺寸和参数量．但是，由于ＳｐｙＮｅｔ网

２４８１
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络结构过于简单，导致光流估计精度较低．Ｓｕｎ［２２］等人
提出基于紧凑型卷积神经网络的光流估计模型 ＰＷＣ
Ｎｅｔ，首先使用特征金字塔从原始图像序列提取置信度
较高的特征图作为输入，然后通过引入变形层和成本

层减小模型尺寸和参数量，最后采用多层扩张型卷积

网络估计光流，在减少模型参数量和时间消耗的同时

显著提高了光流预测的精度．
针对运动遮挡光流估计的可靠性问题，文献

［２３］通过匹配前向与后向光流提取运动遮挡区域，
然后利用遮挡信息修正光流预测结果，有效提高了

运动遮挡光流估计的鲁棒性．针对卷积操作易导致
运动边缘过度平滑的问题，Ｈｕｉ［２４］等人提出基于正
则化约束的 ＬｉｔｅＦｌｏｗＮｅｔ光流模型，首先将金字塔特
征提取网络与光流估计网络分开处理以减小网络模

型的尺寸，然后通过引入正则化约束项保护光流的

边缘特征信息．鉴于图像光流与目标分割存在共同
性［２５］，Ｃｈｅｎｇ［２６］等人提出基于双向结构的 ＳｅｇＦｌｏｗ
网络模型，通过在光流估计网络中引入目标分割信

息，并利用交替迭代进行网络训练，能够显著提高光

流估计精度与鲁棒性．
２．１．２　有监督学习模型训练策略

现阶段，ＦｌｏｗＮｅｔ［１８］、ＰＷＣＮｅｔ［２２］等有监督光流
模型通常采用改进梯度下降策略［２７］进行端到端训

练，首先采用短学习或长学习策略对模型在 Ｆｌｙ
ｉｎｇＣｈａｉｒｓ数据库进行初始训练以获取预测光流的常
规特征；然后采用微调学习策略对模型在 ＦｌｙｉｎｇＴｈ
ｉｎｇｓ３Ｄ数据库进行微调训练提高模型对旋转、缩放
等运动的适用性与鲁棒性；最后采用微调学习或两

段型微调学习策略对模型在 ＭＰＩＳｉｎｔｅｌ和 ＫＩＴＴＩ等
评测数据库再次进行微调训练，以提升网络模型的

光流预测精度与鲁棒性．此外，文献［１８］通过数据
增强策略降低网络模型训练的过拟合风险，数据增

强方式如下表１所示．
表１　光流网络模型训练数据增强方法

增强方法 具体增强方式

旋转变换 对训练集施加［－１７°，１７°］的旋转

平移变换 对训练集的长宽施加［－２０％，２０％］的平移

缩放变换 对训练集施加［０９，２０］的缩放

对比度增强 对训练集施加［－０８，０４］的对比度增强

高斯噪声 对训练集施加方差为［０，００４］的高斯噪声

ＲＧＢ增强
对训练集的ＲＧＢ通道施加乘数因子为［０５，２］的通
道增强

ｇａｍｍａ增强 对训练集施加ｇａｍｍａ值取［０７，１５］的非线性变换

亮度增强 对训练集施加方差为０２的高斯噪声颜色增强

２２　无监督学习光流网络模型与训练策略
２．２．１　无监督学习光流网络模型

由于无监督学习光流网络无需包含真实光流的图

像序列作为训练样本，因此可通过设计类似于变分光

流能量泛函的损失函数作为网络收敛的判断条件．Ｊａ
ｓｏｎ［２８］等人以有监督学习模型为基准首先提出无监督
光流网络模型ＵｎｓｕｐＦｌｏｗｎｅｔ，该模型通过联合数据项与
平滑项作为网络损失函数，使光流模型不依赖包含真

实值的标签数据便可进行网络训练．
针对运动遮挡光流估计的准确性问题，Ｍｅｉｓｔｅｒ［２９］

等人提出的Ｕｎｆｌｏｗ模型首先使用前景和背景双向光流
的一致性匹配进行遮挡检测，然后设计基于遮挡感知

的损失函数提高了运动遮挡场景下无监督学习光流估

计模型的精度．Ｗａｎｇ［３０］等人首先使用背景光流进行前
向变形得到遮挡映射信息，然后在损失函数中加入遮

挡信息和边缘感知平滑约束，在提高光流估计精度的

同时有效保护了光流的边缘结构特征．针对长序列遮
挡光流估计的可靠性问题，Ｊａｎａｉ［３１］提出无监督多帧遮
挡感知的光流估计模型 Ｂａｃｋ２ＦｕｔｕｒｅＦｌｏｗ，该模型损失
函数由数据项、平滑项、恒定速度约束项和遮挡先验项

构成，提高了长序列遮挡光流估计的鲁棒性．近年来，
随着动态视觉传感器的快速发展，其成像质量不受外

部环境变化与相互运动的影响［３２］，因此基于动态图像

数据的损失函数能够使无监督光流网络模型更充分学

习运动的一般特性［３３，３４］，有效提高模型的光流预测精

度与可靠性．
２．２．２　无监督学习模型训练策略

相对于有监督学习光流估计模型，无监督学习网

络的优势在于无需标签数据引导模型的最小化损失函

数项，因此可直接利用真实场景训练样本进行网络训

练．在典型的无监督学习模型 Ｕｎｆｌｏｗ［２９］中，其网络结构
与有监督学习模型类似．不同之处在于：无监督学习网
络通常使用灰度守恒损失函数、空间平滑损失函数或

其他损失函数代替有监督学习模型中的端点误差损失

函数．此外，为增强无监督学习模型在真实场景下光流
预测的鲁棒性，可采用真实场景图像序列对无监督光

流模型进行额外微调，这是有监督学习模型所不具备

的优势［２８］．
２３　基于半监督学习的光流网络模型与训练策略
２．３．１　半监督学习光流网络模型

为了充分利用无监督学习不依赖标签数据和有监

督学习测预精度高的优势，结合无监督与有监督学习

的半监督学习网络模型逐渐成为光流估计研究的

热点［３５］．
典型的半监督学习光流模型是利用标签数据有监

督训练光流计算模型参数，并利用无标签数据无监督
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地对模型进行微调［２８］．针对无监督学习光流估计的适
用性问题，文献［３６］提出引导光流学习模型，通过使用
变分光流作为标签数据引导网络模型的光流预测．虽
然该方法能够摆脱标签数据集的限制，但由于变分能

量泛函获取的光流标签数据存在较多噪声，导致模型

的光流预测精度较低．针对标签数据的准确性问题，
Ｙａｎｇ等人［３７］设计了一种基于数据驱动的标签数据学

习策略，利用 ＦｌｏｗＮｅｔ２０有监督学习光流模型与无监
督学习模型交替学习策略提高了半监督模型的光流计

算精度．文献［３８］使用对抗生成网络将优化复杂的灰
度守恒与空间平滑损失函数转为简单的二分类最大似

然函数，显著降低了半监督学习光流估计的复杂度．
２．３．２　半监督学习模型训练策略

半监督学习策略通过综合有监督与无监督学习的

优势，可在不明显降低光流模型预测精度的情况下，提

高网络模型针对现实场景图像序列的光流计算鲁棒

性［３６］．其训练步骤大致如下：首先采用有监督学习策
略，利用标签数据监督网络模型学习预测光流的一般

特性，以提高模型光流估计的整体精度；然后使用无标

注数据对模型的参数进行正则化，增强模型对现实场

景的鲁棒性［３８］．需要注意的是，无监督与有监督学习的
损失函数项在总体损失函数中的权重须合理设置，以

防止网络在训练过程中发生震荡，导致光流模型的性

能下降．

３　光流估计网络优化策略

３１　特征金字塔
特征金字塔优化是采用可调学习参数的特征金字

塔完成图像特征提取的方法，目的是取出对亮度变化

和纹理阴影具有不变性的鲁棒特征．在 Ｒａｎｊａｎ和
Ｂｌａｃｋ［２１］提出金字塔分层ＳｐｙＮｅｔ光流网络模型后，图像
特征金字塔优化策略成为提高深度学习光流计算精度

与鲁棒性的重要方法［２２～２４］．研究表明，使用特征金字塔
替代传统图像金字塔能够显著提升网络模型的光流预

测精度，并且特征金字塔中卷积部分的特征提取能力

越强，网络模型的光流预测精度越高［２２］．
３２　匹配成本块

匹配成本块约束是提高深度学习光流预测精度的

有效手段［２０～２２］．其匹配过程可分为两个步骤：首先对输
入图像进行特征提取，然后对提取的特征进行特征比

对从而构建匹配成本块［３９］．因此，匹配成本块可用来衡
量图像序列中对应像素点的匹配成本代价［４０］，其定义

如下所示：

ｃ（ｘ１，ｘ２）＝ ∑
ｏ∈［－ｋ，ｋ］×［－ｋ，ｋ］

〈ｆ１（ｘ１＋ｏ），ｆ２（ｘ２＋ｏ）〉（１）

式（１）中，ｆ１（·）、ｆ２（·）表示输入图像序列的特征空

间，符号ｘ１、ｘ２表示特征空间中匹配像素坐标，ｋ为匹配
核尺寸．通过式（１）可建立以ｘ１、ｘ２为中心点，范围为ｏ＝
２ｋ＋１方形区域内的匹配模型，并获取相应的特征匹
配值．
３３　图像变形技术

利用图像变形技术［４１］对第二帧图像进行运动补

偿，能够减弱像素点在图像帧间的形变与位移，克服大

位移与运动遮挡对光流计算的影响，提高网络模型的

精度与鲁棒性．图像变形模型如下：
Ｉｗ（ｘ）＝Ｉ２（ｘ＋ｗ（ｘ）） （２）

式（２）中，ｗ（ｘ）表示像素点 ｘ的光流矢量，Ｉ２（ｘ）与
Ｉｗ（ｘ）分别表示图像序列第二帧原始图像和变形图像
在像素点ｘ处的亮度值．通过构建第一帧图像与变形图
像之间的匹配成本块搜索光流特征，可有效提高大位

移与遮挡场景下模型的预测精度与可靠性．
３４　后置处理

利用上下文信息对光流计算进行后置处理以提高

估计精度是变分光流计算技术的常用手段．常见的后
置处理方法包括中值滤波［４２］、双边滤波［４３］，引导滤

波［４４］等滤波优化策略．深度学习光流网络模型亦可通
过对输出光流进行后置处理提升光流预测的精度．
ＦｌｏｗＮｅｔ［１８］网络模型采用由粗到细迭代细化策略［４５］对

网络模型预测结果进行后置处理，显著提升了小位移

场景下光流计算的准确性．ＰＷＣＮｅｔ［２２］网络模型采用
扩张卷积［４６］作为后置处理，通过拓展卷积过程的感受

野进一步细化大位移场景下的光流计算结果，显著提

高了光流预测的精度．
３５　子网络融合

当图像序列中包含弱小目标、小位移和复杂边缘

等困难场景时，由于卷积网络的平滑特性常常导致模

型对弱小目标和小位移不敏感，光流计算易产生边缘

过度平滑现象［１８］．针对此类问题，子网络融合优化通过
单独训练一个针对特定运动或场景的子网络，并将子

网络的输出光流与原始输出光流进行融合以提高模型

的鲁棒性．文献［４７］通过联合立体匹配与光流估计，在
训练过程中利用特征复用同时提高了立体匹配与光流

预测的精度．此外，文献［４８，４９］通过融合静态场景的
深度信息以及相机运动、姿势特性，显著提高了光流计

算的精度与鲁棒性．

４　光流测试数据库与评价标准

４１　光流评价数据库
Ｍｉｄｄｌｅｂｕｒｙ数据库［５０］：由美国Ｍｉｄｄｌｅｂｕｒｙ学院计算

机视觉实验室建立的 Ｍｉｄｄｌｅｂｕｒｙ数据库是光流计算领
域的首个标准测试数据库，分别提供了８组训练图像
序列和８组测试图像序列对光流计算模型进行评价排
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名．但是由于Ｍｉｄｄｌｅｂｕｒｙ数据库训练与测试图像序列较
少，且均为计算机合成或室内场景，因此其难以对不同

光流计算模型的鲁棒性进行客观评价．
ＭＰＩＳｉｎｔｅｌ数据库［５１］：美国华盛顿大学和佐治亚理

工学院的研究人员通过截取电影《Ｓｉｎｔｅｌ》中的不同场景
制作了ＭＰＩＳｉｎｔｅｌ数据库，该数据库分为 Ｃｌｅａｎ和 Ｆｉｎａｌ
两个数据集，分别提供１０４１组训练图像集和５５２组测试
图像集．其中，Ｃｌｅａｎ数据集包含大位移、弱纹理、非刚性
大形变等困难场景，以测试光流计算模型的准确性．Ｆｉｎａｌ
数据集通过添加运动模糊、雾化效果以及图像噪声使其

更加贴近于现实场景，用于测试光流估计的可靠性．
ＫＩＴＴＩ数据库［５２］：由于 ＭＰＩＳｉｎｔｅｌ数据库仅包含计

算机合成图像集，难以反映光流模型针对现实场景的

鲁棒性．德国卡尔斯鲁厄理工学院和丰田汽车研究中
心通过车载摄像机和激光扫描仪制作了由真实街道场

景组成的ＫＩＴＴＩ数据库．该数据库分为２０１２和２０１５两
个数据集，共提供了３９４组训练图像集和３９５组测试图
像集，其中２０１２测试图像集仅包含静止背景，２０１５测
试图像集则采用动态背景，显著增强了测试图像集的

光流估计难度．
ＦｌｙｉｎｇＣｈａｉｒｓ数据库［１８］：德国弗莱堡大学的模式识

别与图像处理实验室通过将计算机合成的椅子模型与

现实场景进行堆叠，并根据仿射变换模拟运动目标与

背景的不同运动类型，制作了 ＦｌｙｉｎｇＣｈａｉｒｓ数据库［５３］．
ＦｌｙｉｎｇＣｈａｉｒｓ数据库提供了２００００余组测试图像集供光
流网络模型进行训练和评估，有效地缓解了标签数据

对光流网络模型的限制．
ＦｌｙｉｎｇＴｈｉｎｇｓ３Ｄ数据库［５４］：鉴于 ＦｌｙｉｎｇＣｈａｉｒｓ数据

库仅包含二维仿射变换，德国慕尼黑理工大学计算机

视觉研究中心与弗莱堡大学模式识别与图像处理实验

室利用三维建模技术联合开发了 ＦｌｙｉｎｇＴｈｉｎｇｓ３Ｄ数据
库．通过模拟三维旋转、空间平移、镜头移动等包含深
度信息的复杂三维运动与空间场景，提供了２５０００多组
包含真实光流值的图像序列．
４２　光流评价标准

Ｍｉｄｄｌｅｂｕｒｙ基准：Ｍｉｄｄｌｅｂｕｒｙ基准是首个光流计算
客观评价标准，分别采用平均角误差［５５］（ＡｖｅｒａｇｅＡｎｇｌｅ
Ｅｒｒｏｒ，ＡＡＥ）和平均端点误差［５０］（ＡｖｅｒａｇｅＥｎｄｐｏｉｎｔＥｒ
ｒｏｒ，ＡＥＥ）测量光流计算结果的角度偏移和距离误差：

ＡＡＥ＝１Ｎａｒｃｃｏｓ
ｕＧ×ｕＥ＋ｖＧ×ｖＥ＋１

（ｕ２Ｇ＋ｖ
２
Ｇ＋１）（ｕ

２
Ｅ＋ｖ

２
Ｅ＋１槡

( )） （３）
ＡＥＥ＝１Ｎ （ｕＥ－ｕＧ）

２＋（ｖＥ－ｖＧ）槡
２ （４）

上式中，（ｕＧ，ｖＧ）
Ｔ和（ｕＥ，ｖＥ）

Ｔ分别表示真实光流场和

估计光流场，符号Ｎ表示图像像素点总数量．
ＭＰＩＳｉｎｔｅｌ基准：为客观反映光流模型的计算精度

与鲁棒性，ＭＰＩＳｉｎｔｅｌ基准利用端点误差定义了不同图
像区域和不同位移的光流评价指标．如表２所示，ＭＰＩ
Ｓｉｎｔｅｌ基准主要包括三种不同类别的评价指标，其中
ＥＰＥａｌｌ、ＥＰＥｍａｔｃｈｅｄ和 ＥＰＥｕｎｍａｔｃｈｅｄ分别反映了光
流估计结果在全部图像区域、前后帧匹配像素点区域

以及前后帧遮挡区域的计算精度；ｄ０～１０、ｄ１０～６０和
ｄ６０～１４０分别反映光流估计结果在不同图像运动边界
区域的准确性；ｓ０～１０、ｓ１０～４０和 ｓ４０＋则分别反映光
流估计结果在不同位移区域的可靠性．

表２　ＭＰＩＳｉｎｔｅｌ基准光流评价指标

评价指标 误差定义

ＥＰＥａｌｌ 图像中所有像素点的光流平均端点误差

ＥＰＥｍａｔｃｈｅｄ 前后帧图像匹配像素点的光流平均端点误差

ＥＰＥｕｎｍａｔｃｈｅｄ 前后帧图像未匹配像素点的光流平均端点误差

ｄ０～１０ 距离边界１０个像素以内的光流平均端点误差

ｄ１０～６０ 距离边界１０～６０个像素的光流平均端点误差

ｄ６０～１４０ 距离边界６０～１４０个像素的光流平均端点误差

ｓ０～１０ 图像帧间位移小于１０个像素的光流平均端点误差

ｓ１０～４０ 图像帧间位移１０～４０个像素的光流平均端点误差

ｓ４０＋ 图像帧间位移大于４０个像素的光流平均端点误差

　　ＫＩＴＴＩ基准：为了反映光流模型在 ＫＩＴＴＩ数据库的
估计效果，ＫＩＴＴＩ基准首先利用端点误差定义图像光流
异常值，然后根据光流异常值检测结果定义 ＦＬａｌｌ、ＦＬ
ｆｇ和ＦＬｂｇ三个评价指标对光流估计结果进行客观评
价．如表３所示，ＫＩＴＴＩ基准通过统计光流估计结果中
异常值的比率反映光流模型在图像整体区域、前景区

域和背景区域的计算准确性与鲁棒性．此外，通过调整
异常值判断阈值的大小，可进一步评估光流模型在不

同统计标准下的鲁棒性．
表３　ＫＩＴＴＩ基准光流评价指标

评价指标 误差定义

ＦＬａｌｌ 图像整体区域中光流异常值的比率

ＦＬｆｇ 图像前景区域中光流异常值的比率

ＦＬｂｇ 图像背景区域中光流异常值的比率

４３　模型测试对比与分析
为了验证深度学习方法相对于变分模型在计算精

度与时间消耗等方面的优势，分别对 ＦｌｏｗＮｅｔ２０［２０］、
ＵｎＦｌｏｗ［２９］、ＳｅｍｉＯＦ［３８］和 Ｃｌａｓｓｉｃ＋ＮＬ［４２］等深度学习与
变分光流方法的计算结果进行综合对比与分析．其中，
ＦｌｏｗＮｅｔ２０是有监督学习光流计算方法，其通过子网络
融合与后置处理显著提升了光流预测的精度．ＵｎＦｌｏｗ
是无监督学习计算模型，其利用灰度守恒假设与空间

平滑构造无监督学习损失函数，提高了无标签数据光

流估计的可靠性．ＳｅｍｉＯＦ是半监督学习光流计算模
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型，其利用对抗生成网络对损失函数进行建模，减低了

半监督学习光流估计的复杂度．最后，Ｃｌａｓｓｉｃ＋ＮＬ是变
分光流计算模型，通过在金字塔分层变分估计模型中

引入加权中值滤波优化策略，有效提高了变分光流估

计的精度与鲁棒性．
表４分别展示了各对比方法在 Ｍｉｄｄｌｅｂｕｒｙ、ＭＰＩ

Ｓｉｎｔｅｌ和ＫＩＴＴＩ测试数据库的光流估计误差与时间消
耗．由于ＳｅｍｉＯＦ模型未在公共数据库发布其光流评测
结果，表中ＳｅｍｉＯＦ的光流误差结果源引自文献［３８］．
从表４中不同光流估计模型的对比结果可以看出：
（１）相对于传统的变分光流方法，深度学习光流估计模
型在计算效率方面具有显著优势，能够满足实时计算

要求；（２）深度学习光流模型针对 Ｍｉｄｄｌｅｂｕｒｙ等包含较
少训练图像的数据库估计精度低于变分方法，但在

ＭＰＩＳｉｎｔｅｌ和ＫＩＴＴＩ等包含足量训练图像的数据库计算
精度优于变分模型；（３）有监督学习光流计算模型在
ＭＰＩＳｉｎｔｅｌ与ＫＩＴＴＩ数据库的计算精度优于无监督和半
监督光流计算模型，主要源于 ＭＰＩＳｉｎｔｅｌ和 ＫＩＴＴＩ数据
库提供了较多的标签数据．（４）由于半监督学习光流模
型折中考虑标签数量与计算精度损失，其在包含较少

训练图像的Ｍｉｄｄｌｅｂｕｒｙ数据库计算精度优于有监督学
习和无监督光流计算模型，但针对 ＭＰＩＳｉｎｔｅｌ和 ＫＩＴＴＩ
等提供较多训练图像的数据库计算精度落后于有监督

模型．
表４　深度学习光流计算模型与变分光流计算方法对比结果

对比方法
Ｍｉｄｄｌｅｂｕｒｙ ＭＰＩＳｉｎｔｅｌ ＫＩＴＴＩ

ＡＥＥ ＡＥＰＥ ＥＰＥａｌｌ ＥＰＥｍａｔｃｈｅｄ ＥＰＥｕｎｍａｔｃｈｅｄ ＦＬａｌｌ ＦＬｆｇ ＦＬｂｇ

运行时间

（单位：ｓ）

ＦｌｏｗＮｅｔ２０［２０］ ５８７ ０５２ ５７３９ ２７５２ ３０１０８ １０４１％ １０７５％ ８７５％ ００９

ＵｎＦｌｏｗ［２９］ ８７７ ０７６ １０２１９ ６０６１ ４４１１０ １１１１％ １０１５％ １５９３％ ０１２

ＳｅｍｉＯＦ［３８］ — ０３２ ７３１ — — ３１０１％ — — ０１０

Ｃｌａｓｓｉｃ＋ＮＬ［４２］ ２９０ ０３２ ９１５３ ４８１４ ４４５０９ ３５６１％ ３４２４％ ４２４６％ ２７０

５　总结与展望
　　截至目前，基于深度学习的光流计算技术在计算
精度与鲁棒性等方面已取得了显著的进展［５６］．但受制
于卷积神经网络模型自身的限制和模型训练策略以及

标签数据的匮乏，深度学习光流计算技术仍有许多相

关工作有待进一步深入研究，主要包括：

（１）根据通用近似定理，神经网络具有很强的学习
能力，然而要记住更多信息势必会使网络模型变得更复

杂．虽然局部连接、权重共享和池化等优化操作可以简化
神经网络模型、缓解模型复杂度和表达能力之间的矛盾．
但是，添加过多的卷积以及优化操作势必增加训练网络

模型的难度．近期，通过研究人脑处理信息过载方式而提
出的注意力机制被证明是解决卷积神经网络学习、记忆

能力不足的有效手段，因此在后续研究中应考虑利用注

意力机制提高光流网络模型的计算能力．
（２）现实世界是千变万化、错综复杂的，当图像中

包含非刚性大形变、物体的遮挡与闭塞等复杂场景时，

如何建立具有泛化性能的光流预测网络模型是深度学

习光流计算技术研究的难点．传统的变分光流计算技
术在处理大位移、遮挡等方面已积累丰富的手段与方

法，因此，在后续的研究中应考虑如何结合深度学习与

变分方法的各自优势，在保证深度学习光流计算效率

的同时显著提高光流估计的精度与鲁棒性．
（３）随着网络的不断加深，现有的数据样本集已逐

渐难以满足有监督学习光流估计模型的训练任务需

求．因此如何利用有限的标签数据探索高精度、强鲁棒
性的光流计算网络学习策略是有监督学习光流计算技

术的关键问题．此外，有监督学习光流网络模型的代价
函数是影响网络模型光流估计效果的重要因素，在后

续的研究中应考虑如何设计具有自适应能力的网络代

价函数，以提高网络模型的泛化能力．
（４）现有的无监督学习光流计算网络模型通常是

以图像数据守恒假设为基础进行网络训练，而光照变

化、大位移以及运动遮挡等困难场景会导致像素点亮

度突变，导致模型的光流预测精度较差．近年来，对抗
生成网络是深度学习领域的研究热点，其能够较好地

拟合生成和判别函数．在今后的研究中，可以考虑利用
对抗生成网络优化无监督学习光流计算模型的参数训

练，提高无监督学习光流估计的鲁棒性．
（５）无监督学习光流模型未利用标签数据作为训

练样本，导致难以获得高精度预测效果．而有监督学习
模型需要大量标签数据进行网络训练，因此针对现实

场景的光流估计鲁棒性仍有待进一步提高．为了充分
利用无监督学习和有监督学习的优势，在今后的研究

中应重点考虑半监督学习光流网络模型，利用有限的

标签数据和大规模无标签数据提高网络模型的泛化能

力，显著增强网络模型的光流估计精度与鲁棒性．
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ｖｅｎｔｂａｓｅｄｌｅａｒｎｉｎｇｏｆｏｐｔｉｃａｌｆｌｏｗ，ｄｅｐｔｈ，ａｎｄｅｇｏｍｏｔｉｏｎ
［Ａ］．ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔ
ｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．ＬｏｎｇＢｅａｃｈ：ＩＥＥＥ，２０１９．９８９－９９７．

［３３］ＰａｒｅｄｅｓＶａｌｌéｓＦ，ＳｃｈｅｐｅｒＫＹＷ，ＤｅＣｒｏｏｎＧＣＨＥ．Ｕｎ
ｓｕｐｅｒｖｉｓｅｄｌｅａｒｎｉｎｇｏｆａｈｉｅｒａｒｃｈｉｃａｌｓｐｉｋｉｎｇｎｅｕｒａｌｎｅｔｗｏｒｋ
ｆｏｒｏｐｔｉｃａｌｆｌｏｗｅｓｔｉｍａｔｉｏｎ：Ｆｒｏｍｅｖｅｎｔｓｔｏｇｌｏｂａｌｍｏｔｉｏｎ
ｐｅｒｃｅｐｔｉｏｎ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＰａｔｔｅｒｎＡｎａｌｙｓｉｓａｎｄ
ＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅ，２０２０，２（８）：２０５１－２０６４．

［３４］ＳｈｅｄｌｉｇｅｒｉＰ，ＭｉｔｒａＫ．ＬｉｖｅＤｅｍｏｎｓｔｒａｔｉｏｎ：Ｊｏｉｎｔｅｓｔｉｍａｔｉｏｎ
ｏｆｏｐｔｉｃａｌｆｌｏｗａｎｄｉｎｔｅｎｓｉｔｙｉｍａｇｅｆｒｏｍ ｅｖｅｎｔｓｅｎｓｏｒｓ
［Ａ］．ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄ
ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．ＬｏｎｇＢｅａｃｈ：ＩＥＥＥ，２０１９．１－２．

［３５］ＲａｓｍｕｓＡ，ＢｅｒｇｌｕｎｄＭ，ＨｏｎｋａｌａＭ，ＶａｌｐｏｌａＨ，ＲａｉｋｏＴ．
Ｓｅｍｉｓｕｐｅｒｖｉｓｅｄｌｅａｒｎｉｎｇｗｉｔｈｌａｄｄｅｒｎｅｔｗｏｒｋｓ［Ａ］．Ａｄ
ｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ［Ｃ］．
Ｍｏｎｔｒéａｌ：ＭＩＴ，２０１５．３５４６－３５５４．

［３６］ＺｈｕＹ，ＬａｎＺ，ＮｅｗｓａｍＳ，ＨａｕｐｔｍａｎｎＡＧ．Ｇｕｉｄｅｄｏｐｔｉ
ｃａｌｆｌｏｗｌｅａｒｎｉｎｇ［Ａ］．ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍ
ｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．Ｈａｗａｉｉ：ＩＥＥＥ，
２０１７．１－５．

［３７］ＹａｎｇＧ，ＤｅｎｇＺ，ＷａｎｇＳ，ＬｉＺ．Ｍａｓｋｅｄｌａｂｅｌｌｅａｒｎｉｎｇｆｏｒ
ｏｐｔｉｃａｌｆｌｏｗｒｅｇｒｅｓｓｉｏｎ［Ａ］．ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎ
ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．Ｂｅｉｊｉｎｇ：ＩＥＥＥ，２０１８．１１３９－１１４４．

［３８］ＬａｉＷＳ，ＨｕａｎｇＪＢ，ＹａｎｇＭＨ．Ｓｅｍｉｓｕｐｅｒｖｉｓｅｄｌｅａｒｎｉｎｇ
ｆｏｒｏｐｔｉｃａｌｆｌｏｗｗｉｔｈｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｓ［Ａ］．
ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ［Ｃ］．
ＬｏｎｇＢｅａｃｈ：ＭＩＴ，２０１７．３５４－３６４．

［３９］ＷｅｉｎｚａｅｐｆｅｌＰ，ＲｅｖａｕｄＪ，ＨａｒｃｈａｏｕｉＺ，ＳｃｈｍｉｄＣ．Ｄｅｅｐｆｌｏｗ：
ｌａｒｇｅｄｉｓｐｌａｃｅｍｅｎｔｏｐｔｉｃａｌｆｌｏｗｗｉｔｈｄｅｅｐｍａｔｃｈｉｎｇ［Ａ］．Ｉｎ
ｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃ
ｏｇｎｉｔｉｏｎ［Ｃ］．Ｐｏｒｔｌａｎｄ：ＩＥＥＥ，２０１３．１３８５－１３９２．

［４０］ＨｏｓｎｉＡ，ＲｈｅｍａｎｎＣ，ＢｌｅｙｅｒＭ，ＲｏｔｈｅｒＣ，ＧｅｌａｕｔｚＭ．
Ｆａｓｔｃｏｓｔｖｏｌｕｍｅｆｉｌｔｅｒｉｎｇｆｏｒｖｉｓｕａｌｃｏｒｒｅｓｐｏｎｄｅｎｃｅａｎｄ
ｂｅｙｏｎｄ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＰａｔｔｅｒｎＡｎａｌｙｓｉｓａｎｄ
ＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅ，２０１３，３５（２）：５０４－５１１．

［４１］ＬｉｎＴＹ，ＤｏｌｌáｒＰ，ＧｉｒｓｈｉｃｋＲ，ＨｅＫ，ＨａｒｉｈａｒａｎＢ，Ｂｅｌｏｎｇ
ｉｅＳ．Ｆｅａｔｕｒｅｐｙｒａｍｉｄｎｅｔｗｏｒｋｓｆｏｒｏｂｊｅｃｔｄｅｔｅｃｔｉｏｎ［Ａ］．
ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ［Ｃ］．Ｈａｗａｉｉ：ＩＥＥＥ，２０１７．２１１７－２１２５．

［４２］ＳｕｎＤ，ＲｏｔｈＳ，ＢｌａｃｋＭＪ．Ａｑｕａｎｔｉｔａｔｉｖｅａｎａｌｙｓｉｓｏｆｃｕｒ
ｒｅｎｔｐｒａｃｔｉｃｅｓｉｎｏｐｔｉｃａｌｆｌｏｗｅｓｔｉｍａｔｉｏｎａｎｄｔｈｅｐｒｉｎｃｉｐｌｅｓ
ｂｅｈｉｎｄｔｈｅｍ［Ｊ］．ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆＣｏｍｐｕｔｅｒＶｉ
ｓｉｏｎ，２０１４，１０６（２）：１１５－１３７．

［４３］ＸｕＬ，ＪｉａＪ，ＭａｔｓｕｓｈｉｔａＹ．Ｍｏｔｉｏｎｄｅｔａｉｌｐｒｅｓｅｒｖｉｎｇｏｐｔｉｃａｌ
ｆｌｏｗｅｓｔｉｍａｔｉｏｎ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＰａｔｔｅｒｎＡｎａｌｙ
ｓｉｓａｎｄＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅ，２０１１，３４（９）：１７４４－１７５７．

［４４］ＺｈａｎｇＣ，ＧｅＬ，ＣｈｅｎＺ，ｅｔａｌ．ＲｅｆｉｎｅｄＴＶＬ１ｏｐｔｉｃａｌｆｌｏｗ
ｅｓｔｉｍａｔｉｏｎｕｓｉｎｇｊｏｉｎｔｆｉｌｔｅｒｉｎｇ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎ
Ｍｕｌｔｉｍｅｄｉａ，２０１９．

［４５］ＲｅｖａｕｄＪ，ＷｅｉｎｚａｅｐｆｅｌＰ，ＨａｒｃｈａｏｕｉＺ，ＳｃｈｍｉｄＣ．Ｅｐｉｃ
ｆｌｏｗ：ｅｄｇｅｐｒｅｓｅｒｖｉｎｇｉｎｔｅｒｐｏｌａｔｉｏｎｏｆｃｏｒｒｅｓｐｏｎｄｅｎｃｅｓｆｏｒ
ｏｐｔｉｃａｌｆｌｏｗ［Ａ］．ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒ
ＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．Ｂｏｓｔｏｎ：ＩＥＥＥ，２０１５．
１１６４－１１７２．

［４６］ＹｕＦ，ＫｏｌｔｕｎＶ．Ｍｕｌｔｉｓｃａｌｅｃｏｎｔｅｘｔａｇｇｒｅｇａｔｉｏｎｂｙｄｉｌａｔｅｄ
ｃｏｎｖｏｌｕｔｉｏｎｓ［ＥＢ／ＯＬ］．ｈｔｔｐ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／１５１１．０７１２２
Ｖ２，２０１５．

［４７］ＬａｉＨＹ，ＴｓａｉＹＨ，ＣｈｉｕＷ Ｃ．Ｂｒｉｄｇｉｎｇｓｔｅｒｅｏｍａｔｃｈｉｎｇ
ａｎｄｏｐｔｉｃａｌｆｌｏｗｖｉａｓｐａｔｉｏｔｅｍｐｏｒａｌｃｏｒｒｅｓｐｏｎｄｅｎｃｅ［Ａ］．
ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ［Ｃ］．ＬｏｎｇＢｅａｃｈ：ＩＥＥＥ，２０１９．１８９０－１８９９．

［４８］ＲａｎｊａｎＡ，ＪａｍｐａｎｉＶ，ＢａｌｌｅｓＬ，ＫｉｍＫ，ＳｕｎＤ，ＷｕｌｆｆＪ，
ＢｌａｃｋＭ Ｊ．Ｃｏｍｐｅｔｉｔｉｖｅｃｏｌｌａｂｏｒａｔｉｏｎ：ｊｏｉｎｔｕｎｓｕｐｅｒｖｉｓｅｄ
ｌｅａｒｎｉｎｇｏｆｄｅｐｔｈ，ｃａｍｅｒａｍｏｔｉｏｎ，ｏｐｔｉｃａｌｆｌｏｗａｎｄｍｏｔｉｏｎ
ｓｅｇｍｅｎｔａｔｉｏｎ［Ａ］．ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒ
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ＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．ＬｏｎｇＢｅａｃｈ：ＩＥＥＥ，
２０１９．１２２４０－１２２４９．

［４９］ＹｉｎＺ，ＳｈｉＪ．Ｇｅｏｎｅｔ：Ｕｎｓｕｐｅｒｖｉｓｅｄｌｅａｒｎｉｎｇｏｆｄｅｎｓｅ
ｄｅｐｔｈ，ｏｐｔｉｃａｌｆｌｏｗａｎｄｃａｍｅｒａｐｏｓｅ［Ａ］．Ｉｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ
［Ｃ］．ＳａｌｔＬａｋｅＣｉｔｙ：ＩＥＥＥ，２０１８．１９８３－１９９２．

［５０］ＢａｋｅｒＳ，ＳｃｈａｒｓｔｅｉｎＤ，ＬｅｗｉｓＪＰ，ＲｏｔｈＳ，ＢｌａｃｋＭ Ｊ，
ＳｚｅｌｉｓｋｉＲ．Ａｄａｔａｂａｓｅａｎｄｅｖａｌｕａｔｉｏｎｍｅｔｈｏｄｏｌｏｇｙｆｏｒ
ｏｐｔｉｃａｌｆｌｏｗ［Ｊ］．ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆＣｏｍｐｕｔｅｒＶｉ
ｓｉｏｎ，２０１１，９２（１）：１－３１．

［５１］ＢｕｔｌｅｒＤＪ，ＷｕｌｆｆＪ，ＳｔａｎｌｅｙＧＢ，ＢｌａｃｋＭＪ．Ａｎａｔｕｒａｌｉｓ
ｔｉｃｏｐｅｎｓｏｕｒｃｅｍｏｖｉｅｆｏｒｏｐｔｉｃａｌｆｌｏｗｅｖａｌｕａｔｉｏｎ［Ａ］．Ｅｕ
ｒｏｐｅａｎＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ［Ｃ］．Ｆｌｏｒｅｎｃｅ：
Ｓｐｒｉｎｇｅｒ，２０１２．６１１－６２５．

［５２］ＧｅｉｇｅｒＡ，ＬｅｎｚＰ，ＳｔｉｌｌｅｒＣ，ＵｒｔａｓｕｎＲ．Ｖｉｓｉｏｎｍｅｅｔｓｒｏ
ｂｏｔｉｃｓ：ＴｈｅＫＩＴＴＩｄａｔａｓｅｔ［Ｊ］．ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆＲｏ
ｂｏｔｉｃｓＲｅｓｅａｒｃｈ，２０１３，３２（１１）：１２３１－１２３７．

［５３］ＡｕｂｒｙＭ，ＭａｔｕｒａｎａＤ，ＥｆｒｏｓＡＡ，ＲｕｓｓｅｌｌＢＣ，ＳｉｖｉｃＪ．
Ｓｅｅｉｎｇ３Ｄｃｈａｉｒｓ：Ｅｘｅｍｐｌａｒｐａｒｔｂａｓｅｄ２ｄ３ｄａｌｉｇｎｍｅｎｔｕ
ｓｉｎｇａｌａｒｇｅｄａｔａｓｅｔｏｆｃａｄｍｏｄｅｌｓ［Ａ］．ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎ
ｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．
Ｃｏｌｕｍｂｕｓ：ＩＥＥＥ，２０１４．３７６２－３７６９．

［５４］ＭａｙｅｒＮ，ＩｌｇＥ，ＨｕｓｓｅｒＰ，ＣｒｅｍｅｒｓＤ，ＤｏｓｏｖｉｔｓｋｉｙＡ，
ＢｒｏｘＴ．Ａｌａｒｇｅｄａｔａｓｅｔｔｏｔｒａｉｎｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓｆｏｒ
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